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摘
 

要:
 

大数据和人工智能技术在矿产资源预测方面的应用已得到快速发展,但基于卷积神经网络机器学习技术的

应用仍处于探讨和试验阶段,我国的矿产资源勘查预测实用化的例子和成果较少。 针对上述问题,提出了将卷积

神经网络应用到金矿勘查中,根据山东省某地金矿成矿区域的 3×104 km2 范围内的地质、矿产、地球物理、地球化学

等实测专业数据资料,进行了 2
 

000 轮卷积神经网络的训练,最终得到了准确率 0. 95、损失率 0. 11 的一维卷积神经

网络模型。 将这套卷积神经网络用于山东省其他未知地区,进行金矿床分布位置(勘查靶区)的预测试验,得到了

较好的结果。
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0　 引言

成矿预测是实现科学找矿、扩大资源储量的

重要途径和方法[1] 。 从 20 世纪中叶开始,关于找

矿的相关研究经历了从定性到定量、再到定位定

量预测的发展阶段[2] 。 1975 年,国际地质科学联

合会推出了第一代标准矿产资源定量评价方法,
包括区域价值估计法、体积估计法、丰度估计法、
矿床模型法、德尔菲法和综合法等 6 种[3] ,这些方

法主要是依靠从业者的相关经验来进行应用。 但

在应用中,因实际地质情况较为复杂,通过第一代

标准矿产资源定量评价方法得到的变量太多,导
致无法判断。 针对这一问题,地质学者们设想通

过减少变量来进行降维,将原有变量通过一些方

法转化为数量更少的新变量。
1993 年,由 Singer 提出的矿产资源的“三步”定

量评估方法[4]逐渐成为了当时的主流方法,但该方

法在实施过程中有较大的局限性,因为不同的成矿

类型可能在相同的地质条件下产生。 赵鹏大等[5-6]

也提出了“三联式”资源定量预测与评价。 随着计

算机技术的发展,GIS 技术开始应用在地质研究中,
地质工作者们利用地质体或者矿体建立找矿模型,
通过 GIS 技术来探究地质体和矿体之间的相互作用

关系,从而进行成矿预测[7-8] ,或是将多重分形原理

与成矿过程、矿产资源分布规律、矿产资源信息获取

研究相结合,以“奇异性—广义自相似性—分形谱

系”为核心进行非线性成矿预测[9] 。 周永章等[10-11]

通过分析大数据和智能矿床模型研究的背景和进

展,将机器学习应用到找矿预测中,奠定了大数据智

能矿产资源预测与找矿理论的基础;并将机器学习

用在安徽省兆吉口铅锌矿床预测的研究中,其预测

的 45、56 号区域已被证实含矿,证明了卷积神经网

络模型在其研究区域中已有的数据中是有效的。
为能够从宏观上预测山东部分地区的金矿分布

情况,笔者尝试应用卷积神经网络这种机器学习方

法来对山东部分地区的金矿分布进行圈定。 本研究

根据山东省某地金矿成矿区域的 3×104 km2 范围内
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地质、矿产、地球物理、地球化学等实测专业数据资

料进行卷积神经网络的训练,建立一套高效的卷积

神经网络,可以有效识别出已知矿床分布的位置,进
而将这套卷积神经网络用于山东省其他未知地区,
进行金矿床分布位置(勘查靶区)的预测试验,得到

较好的结果,其大部分已知金矿床勘探区的分布与

网络输出的存在金矿床的高概率位置基本重合,验
证了本文卷积神经网络方法技术的可行性。 同时,
通过输入不同数量的专业数据特征量对网络输出结

果的影响研究,证实了更多的输入数据特征量可以

明显提升网络预测结果的准确率和效率。 本研究成

果为海量多专业地质数据与卷积神经网络相结合进

行隐伏矿产资源预测的可行性和有效性研究提供了

依据。

1　 数据准备

通常,在训练有监督的卷积神经网络模型的时

候,会将数据划分为训练集、验证集和测试集,对原

始数据进行三个集合的划分,是为了能够选出准确

率最高的、泛化能力最佳的模型。

训练集:用来拟合模型,通过设置分类器的参

数,训练分类模型。 后续结合验证集作用时,会选出

同一参数的不同取值,拟合出多个分类器。
验证集:当通过训练集训练出多个模型后,为了

能找出效果最佳的模型,使用各个模型对验证集数

据进行预测,并记录模型准确率。 选出效果最佳的

模型所对应的参数,即用来调整模型参数。
测试集:通过训练集和验证集得出最优模型后,

使用测试集进行模型预测,用来衡量该最优模型的

性能和分类能力。 可以把测试集当做从来不存在的

数据集,当已经确定模型参数后,使用测试集进行模

型性能评价。

2　 技术路线与数据预处理

以我国山东半岛中西部地区已知的金矿床资源

量和储量数据以及当地的地质及物探、化探等 7 组

数据作为标签特征,后增设了与金矿关系密切的 5
种元素的化探数据再次进行试验,将实际矿点作为

标签,采用网格单元划分的方法,进行多专业数据赋

值、网络学习和预测。 图 1 为研究区区域地质图。

图 1　 研究区地质概况

Fig. 1　 Geological
 

map
 

of
 

study
 

area

　 　 首先,将典型金矿点及其周围区域根据经纬

度划定测点,将划定测点上所对应的金矿含量以

及 12 种标签特征罗列出来,利用计算机算法和程

序处理划分训练集,并归纳总结出一套适用于该

地区金矿勘查预测的网络层数和神经元数及属性

参数相对固定的神经网络。 多次测试之后得到某

一阈值之下的最佳卷积神经网络,然后将这套网

络算法应用到其他已知的金矿区进行预测正确性

与准确性的测试。 将所得到的卷积神经网络应用

到测试集进行测试,在确定其应用性后,推广应用

到其他类似地区实际的金矿勘查预测工作中。 图

2 给出了具体流程。
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图 2　 研究流程

Fig. 2　 Research
 

flow
 

chart

　 　 对于相关特征数据的预处理,由于所选的特征

中岩性与地质构造两种特征无法用数字定义,卷积

神经网络训练过程中需要识别数字,所以首先要将

岩性和地质构造定义为数字(表 1)。 例如岩性特

征,在训练网络时是自己定义某种岩性的值,如把某

点存在花岗岩,则定义该点的岩性为 1,其他的岩性

分别定义为 2、3、4…,不明地质体定义为 0。 同理,
地质构造也是根据上述条件来进行赋值。

表 1　 不同岩性和地质构造标签定义

Table
 

1　 Definition
 

of
 

labels
 

for
 

different
 

lithologies
 

and
 

geological
 

structures
标签定义 定义说明

岩性

0
1
2
3
4
5
6
7
8
9

10
11
12
13
14
15

不明地质体
花岗岩
榴辉岩
云母岩
片麻岩

石英砂岩
角闪岩
片岩

辉石正长岩
凝灰岩
角砾岩
安山岩

透闪石片岩
细砂岩

粉砂质黏土
浅粒岩

地质构造

0
1
2
3
4

地质构造不明
向斜
背斜
节理
断层

　 　 任意选取训练集中的一个点, 该点经度为

122. 28°,纬度为 37. 01°,在地质图上查询后得知该

点处于上庄断裂,主要岩性为含砾砂岩—粉砂质黏

土,则其对应的岩性和地质构造数据为 14、4。

3　 训练集划分

图 3 给出了所选训练集的位置。 训练集取值经

图 3　 训练集的点位区域

Fig. 3　 Point
 

region
 

of
 

training
 

set
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度范围为 122. 02° ~ 122. 51°,纬度范围为 37. 02° ~
37. 41°,经纬度以 0. 01°为间隔进行取点。 将图 3 中

黑色测点的各项特征提取出来整合成训练集。
选择该区域的原因有以下几点:①训练集所在

区域的中上部(烟台市牟平区)有几个典型的金矿

点,区域内其他位置也存在少数金矿点;②该区域所

掌握的数据比较详尽,在训练过程中容易得到好的

模型;③该地区岩性十分丰富,地质构造也十分复

杂,有利于训练网络的准确性。
为了对不同特征数据条件下训练出的卷积神经

网络进行比较,选用测点的 7 种和 12 种特征数据分

别训练对应的卷积神经网络。 以研究区已知的金矿

床资源量和储量数据以及当地岩性、磁异常、布格重

力异常、自由空气异常、金异常及地形高程等 7 组数

据作为标签特征,根据测点的经纬度提取出每个测

点所对应的这 7 种数据,形成一个数据集合,命名为

训练集 1;然后增设与金矿关系密切的银、砷、铅、锌
和锑的 5 组元素含量再次进行提取,形成的数据集

合命名为训练集 2。
因为所给数据是一维的,不涉及到图片处理,所

以网络选择 Keras 的一维卷积神经网络。
池化选择最大池化,因为处理非图像数据需要

用最大池化来减小卷积层参数误差造成估计均值的

偏移。
全连接层激活函数选择 relu 激活函数。
线性整流函数( linear

 

rectification
 

function),又
称修正线性单元,对于进入神经元的来自上一层神

经网络的输入向量,使用线性整流激活函数的神经元

会输出至下一层神经元或作为整个神经网络的输出。
输出层为二分类,选用 siqmoid 激活函数。

标签分类的 0 和 1 是由测点所在地是否位于实

际金矿地而定,位于金矿区内的点设标签为 1,金矿

区以外区域的点设标签为 0。
定义损失函数来用于模型参数的估计,在训

练完该卷积神经系统后会得到相应的损失函数。
损失函数( loss

 

function)或代价函数( cost
 

function)
是将随机事件或其有关随机变量的取值映射为非

负实数,以表示该随机事件的“风险”或“损失”的

函数。 在应用中,损失函数通常作为学习准则与

优化问题相联系,即通过最小化损失函数求解和

评估模型。 当一个模型完美时(虽然不存在) ,其
误差为 0;当模型存在问题时,误差不管是负值还

是正值都偏离 0,误差离 0 越近说明模型越好。
经过多次训练的调整,发现训练 2

 

000 轮的准

确率函数与损失函数的结果能够快速收敛,所以

将训练轮数设定为 2
 

000 轮。 用上述参数进行训

练后得到了卷积神经网络。 图 4 给出了 2 组训练

集的损失函数与准确率函数。
训练结果表明:
1)该网络训练次数越多得到的准确率越高,

效果越好。
2)由于所选择的特征仅有 7 个,所以准确率

仅有 76%;增设 5 组特征重新进行训练,所得到的

准确率函数达到了 95%以上,损失函数也在 0. 1
左右。 由此说明在卷积神经网络的训练中,所选

特征数据越多,其准确率会提高。
卷积神经网络的评价主要是根据准确率函数

和损失函数来进行,损失函数越小,准确率越高,
则该卷积神经网络的效果就越好。

图 4　 训练后的准确率函数与损失函数

Fig. 4　 Accuracy
 

function
 

and
 

loss
 

function
 

after
 

training
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4　 验证集划分

首先进行验证。 选择一块与网络训练使用区域

大小相当的区域数据来进行验证,所选区域经度为

121. 3° ~
 

122. 0°,纬度为 37. 0° ~ 37. 3°,经纬度均以

0. 02°为间隔来取点。 验证集点位分布见图 5。 验

证集的选取理由有 2 点:①验证集区域和训练集区

域大小相差不多;②验证集区域的岩性和地质构造

与训练集区域差别不大。

图 5　 验证集点位分布

Fig. 5　 Verification
 

set
 

data
 

selection
 

point
 

area

　 　 验证集一共有 577 组数据。 与提取训练集类

似,将验证集每个测点的 7 组和 12 组特征数据分别

提取出来,得到验证集 1 和验证集 2,然后将其分别

用对应卷积神经网络进行验证,得到每个测点对应

的标签与存在金矿的概率。
为了验证网络的效果,将输出结果作等概率图,

通过比较其中的高概率区是否与实际金矿位置吻合

来验证网络的准确性(图 6)。

图 6　 验证集的输出等概率图

Fig. 6　 Verification
 

output
 

isoprobability
 

diagram

　 　 验证集 1 中中部呈现高概率的区域确实有已知

金矿的存在,但仍然有已知金矿点处于 0. 4 ~ 0. 5 的

低概率区域;在 0. 3 ~ 0. 4 概率区间也存在一个已知

的金矿点。 而验证集 2 相比于验证集 1 的测试结果

更为理想,基本所有已知金矿都处于高于 0. 5 的概

率区域。 这说明增加与金矿床产出相关的参数(化

探元素异常) 进行网络训练,得出的卷积神经网络

会更好地预测金矿的存在。
验证集 2 中仍有少数几个实际金矿位置出现在

预测概率只有 0. 25 ~ 0. 5 的区域,这可能是因为验

证集所在的位置岩性不够复杂,略微单一,选取的特

征之一的岩性数据重复较多,同时验证集的数据量
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并不多,缺少更为精确详细的数据;这些因素可能对

所得结果产生了消极影响。 图 6b 中东南部高概率

反应区并没有金矿存在,卷积神经网络仍然存在改

进的空间。
验证结束,所得结果较为理想,各项参数不再进

行调试,直接应用到测试中。

5　 测试集划分

图 7 给出了测试集的选取点位分布。 选择该测

试靶区的理由有以下几点:①该区域的岩性不单一,
地形构造也多种多样,能提高所得结果的准确性;②
该区域的已知金矿较多,得到的结果有利于直接用

于对比;③该区域重、磁等资料较丰富,能得到较为

准确的原始数据。
测点的选择是根据经纬度来划分的。 选择经

度范围为 120. 06° ~ 121. 18°,纬度范围为 36. 58°
~ 37. 50°,均以 0. 02°为间隔来取点。 由于数据缺

失和数据重复,所以舍弃了左下角与右下角的部

分点位数据的提取。 将测点整理成一个数据集,
该数据集一共有 2

 

814 个测点。 与验证集的提取

相同,分别提取出测点的 7 组和 12 组特征数据得

到测试集 1 与测试集 2,然后将 2 个测试集分别用

对应卷积神经网络进行测试,得到每个测点对应

的标签与存在金矿的概率,做出等概率图(图 8) 。

图 7　 实验测试集数据选取的点位分布

Fig. 7　 Points
 

selected
 

from
 

experimental
 

test
 

set
 

data

图 8　 测试集的输出等概率图

Fig. 8　 Test
 

output
 

equal
 

probability
 

graph
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　 　 由图 8 可以看出,该网络的拟合结果良好,大多

数金矿点都出现在图中 50%以上的高概率区域,少
数矿点出现在了低概率区域。 东北部的实际金矿点

与等概率图的高概率点基本吻合,得到了较好的结

果,剩下的金矿点也基本上处于大于 50%的区域,
取得了较为良好的效果。 测试集 1 中南部的高概率

点在实地并没有金矿,这种结果的产生是由于卷积

神经网络训练时所选用的特征较少,导致其准确率

并不是很高。 经过增设特征数据后,验证集南部区

域的高概率反映消失,得到了更为准确的结果。
测试集 1 中化探异常仅利用了金元素含量,而

与金矿关系密切的异常没有得到充分利用,这可能

是导致部分预测结果不很理想的原因。 在增设了跟

金矿关系密切的相关元素化探数据后,得到了比较

符合实际情况的结果,说明了卷积神经网络应用在

金矿勘查方面是可行的。

6　 结语

通过验证集与测试集的比较,测试集区域更为

符合实际情况。 因为测试集的数据几倍于训练集的

数据,虽然该卷积神经网络选取的特征较少,但这种

差异说明了深度学习在与目标输出相关的数据种类

越多的情况下,所得到的结果就越为准确。 因此,在
利用卷积神经网络进行矿产勘查预测中,应尽量多

地利用与矿产相关的地质、物化探等多专业数据来

训练网络,以达到准确的预测效果。
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Abstract:
 

Rapid
 

progress
 

has
 

been
 

made
 

in
 

the
 

application
 

of
 

big
 

data
 

and
 

artificial
 

intelligence
 

technology
 

in
 

the
 

prediction
 

of
 

mineral
 

resources.
 

However,
 

the
 

application
 

of
 

machine
 

learning
 

technology
 

based
 

on
 

convolutional
 

neural
 

networks
 

remains
 

in
 

the
 

exploration
 

and
 

experimental
 

stages,
 

with
 

few
 

practical
 

examples
 

and
 

accomplishments
 

achieved
 

in
 

the
 

exploration
 

and
 

prediction
 

of
 

mineral
 

re-
sources

 

in
 

China.
 

This
 

study
 

proposed
 

applying
 

convolutional
 

neural
 

networks
 

to
 

the
 

exploration
 

of
 

gold
 

deposits.
 

Specifically,
 

a
 

neural
 

network
 

was
 

trained
 

for
 

2000
 

rounds
 

using
 

measured
 

geological,
 

mineral,
 

geophysical,
 

and
 

geochemical
 

data
 

collected
 

from
 

a
 

minerali-
zation

 

region
 

covering
 

an
 

area
 

of
 

3×104
 

km2
 

in
 

a
 

gold
 

deposit
 

in
 

Shandong
 

Province.
 

Consequently,
 

a
 

1D
 

convolutional
 

neural
 

network
 

model
 

with
 

accuracy
 

of
 

0. 95
 

and
 

a
 

loss
 

rate
 

of
 

0. 11
 

was
 

obtained.
 

This
 

model
 

was
 

employed
 

to
 

predict
 

the
 

distribution
 

locations
 

of
 

gold
 

deposits
 

(exploration
 

target
 

areas)
 

in
 

other
 

unknown
 

areas
 

in
 

Shandong
 

Province,
 

yielding
 

encouraging
 

outcomes.
Key

 

words:
 

convolutional
 

neural
 

network;
 

machine
 

learning;
 

gold
 

exploration

(本文编辑:沈效群)

·0441·


