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基于融合特征选择算法的钻速预测模型研究
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摘要：钻速预测是钻井优化的重要组成部分，机器学习算法是当前实现准确钻速预测的重要手段，准确的特征选择

是保证机器学习精度的关键途径。基于南海某井眼的实际钻井数据，本文采用一种融合特征选择法从钻井特征参

数中选出井径、钻井液出口温度、钻井液入口密度、钻井液出口密度、K值、塑性粘度、滤失量、上覆压力、孔隙压力、

和喷嘴等效直径共 10种参数。将优选出的参数作为模型输入，引入集成的梯度提升树（Gradient Boosting Decision
Tree，GBDT）算法建立机械钻速预测模型。将建立的模型与常规机器学习算法模型进行对比试验。试验结果显

示，所提出的融合特征选择算法模型精度较全特征模型高 2%，较常用机器学习模型平均高 14.5%，该研究为钻井

参数的准确、快速寻优提供了有效解决方案，对提高钻进速率具有一定的指导意义和实际应用价值。
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Abstract：ROP prediction is an important part of drilling optimization，machine learning algorithms are currently an
important means to achieve accurate ROP prediction，and correct feature selection is the key way to ensure machine
learning accuracy. Based on the actual drilling data of a well in the South China Sea，this research uses a fusion feature
selection method to select 10 drilling characteristic parameters，including well diameter，outlet temperature，inlet
density，outlet density，K value，plastic viscosity，filtration loss，overburden pressure，pore pressure，and nozzle
equivalent diameter. The optimized parameters are taken as model inputs，and the integrated Gradient Boosting
Decision Tree（GBDT） algorithm is introduced to establish a ROP prediction model. The established model is
compared with the conventional machine learning algorithm model，and the test results show that the accuracy of the
proposed fusion feature selection algorithm model is 2% higher than that of the full feature model，and the average
accuracy is 14.5% higher than that of the commonly used machine learning model. The research provides an effective
solution for the accurate and rapid optimization of drilling parameters，and have guiding significance and practical
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application value for improving the drilling rate.
Key words：ROP prediction; machine learning; fusion feature selection; Gradient Boosting Decision Tree（GBDT）

0 引言

我国能源生产重点方向正在向超深层发展，随

着钻井的深度增加，钻头进入更加复杂的地层，会使

施工难度加大、钻井速度减慢、成本升高。在国内外

的研究中，机械钻速一直是作为钻井作业整体水平

的直观反映，准确预测机械钻速可以有效计算钻井

成本和钻井时间，从而优化钻井参数、合理安排钻机

工作人员，并为钻井设计人员提供依据［1］。

传统的钻速预测研究中，一些研究人员考虑岩

性、竖井直径和转速等作为主要因素，通过对多元化

回归的分析，获得钻速方程［2］。还有一些研究人员

制作模拟和动态模型，通过试验模拟钻探时的冲击

强度来调整及预测钻速［1］。随着大数据及计算机技

术的发展及其被应用到油气行业，采用机器学习技

术对机械钻速进行预测已成为智能钻井行业研究的

有效方法和重要手段［3］。如 Amer等［4］将钻压、转

速、排量、扭矩、泵量、泥浆密度和立管压力作为输入

参数输入到基于人工神经网络的钻速预测模型。赵

颖等［5］以南海 YL8-3-1井为例，使用井眼深度、钻

压、大钩位置、扭矩、出入口钻井液密度和温度等基

于极限学习机建立了海上钻井机械钻速预测模型。

对于特征选择方法的研究方面：李莉等［6］在特征选

择阶段采用核主成分分析剔除源项目中的冗余数据

的方法进行建模，结果表明所选择特征会使得建模

精度有一定的提高。周翔等［7］提出了大数据环境下

的投票特征选择算法可以有效解决特征选择问题。

康文豪等［8］提出了一种双层特征选择法进行特征选

择，其结果是所选特征使得预测模型有较好的拟合

效果。此外，针对机械钻速预测研究，Dupriest等［9］

强调了特征选择在建模过程中的重要性。Shi等［10］

通过对钻头钻进机制进行研究确定了包括表面测

量、钻头特性、水力学变量和地层特性等 10个参数

作为人工神经网络模型输入进行了研究。

综上，很多研究通过优化智能算法来提升模型

精度，亦有很多研究者对大数据中特征选择方法进

行了研究，然而专门针对机械钻速预测来完成特征

选择部分的智能方法研究却相对较少。在进行钻速

预测研究时，海量的钻井参数会耗费大量的计算资

源和时间，且不易得到理想的模型精度，故亟需针对

机械钻速特征选择进行专门研究。因此，本文提出

一种融合特征选择法进行参数优选，再选用梯度提

升树（Gradient Boosting Decision Tree，GBDT）算法

进行钻速预测，并针对参数优选结果与预测精度设

计对比试验进行验证。

1 基于融合特征选择钻速预测模型总体架构设计

本文先对采集到的数据进行整合预处理，然后

基于设计的融合特征选择算法进行特征优选，最后

针对特征优选结果建立 GBDT钻速预测模型并设

计对比试验进行验证，如图 1所示。

2 数据预处理

2.1 数据采集

令钻井参数数量为 n，井深为 D，不同的钻井参

数采集时最大密度为 d，则整合后的数据矩阵为一

个 D/d行×n列矩阵［11］。在本文所使用的南海某井

眼钻井数据共 5大类 43种不同的参数共 3967条，表

1所示为参数缩写信息和参数分类信息。

2.2 数据清洗

数据清洗就是指利用数据分析将采集到的“脏

数据”转化为符合要求的数据［12-13］。对于钻井“脏数

据”的清洗过程包括异常值的检测、删除以及缺失数
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图 1 融合特征选择算法钻速预测模型研究

Fig.1 Research on ROP prediction model with
fusion feature selection algorithm
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据的插值补全。观察采集到的 3697条原始数据，发

现前面的 967条数据中有大量参数未采集到，因此

判定为无效数据，采用删除策略后剩余 3000条数

据。由于所采集数据缺失部分为离散值，因此采用

k近邻填补法（KNN），即计算欧几里得空间中每个

样本点与被填补点的距离，选出 k个距离最近的样

本点的类别，采用投票法决定填补值，距离计算采用

欧式距离，计算式如式（1）所示［14］。

d ( x,y )= ∑
i= 1

N

( xi1 - xi2 )2 （1）

式中：d——欧式距离；N——N维空间；xi1——第 1
个点的第 i维坐标；xi2——第 2个点的 i维坐标。

2.3 数据标准化处理

补齐数据之后，由于参数数据间较大的量纲差

距会给后续的机器学习建模的模型性能造成隐患，

因此需要对数据做标准化处理来缩小量纲差距，其

计算式如式（2）所示［15］。

xnew =
xold - μ
σxlist

（2）

式中：xnew——完成标准化的数据；xold——标准化前

的原始数据；μ——平均值；σxlist——原始数据同一变

量所有数据标准差。

以钻压和钻井液出口温度为例，标准化处理之

后效果展示如图 2所示。

3 融合特征选择算法设计

3.1 相关性分析

相关性分析的主要目的在于判定输入与输出变

量之间的相关性以指导建模时下一步该采取何种操

作，本文采用皮尔逊相关系数计算方法对所选变量

进行相关性分析，筛选出高相关性参数组作为特征

选择工作的第一步，计算方法如式（3）所示［16］。

ρab=
cov ( a,b )
σa σb

=
∑
i=1

n

( ai-ā ) ( bi-b̄ )

∑
i=1

n

( ai-ā )2 ∑
i=1

n

( bi-b̄ )2
（3）
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图 2 标准化处理前后对比

Fig.2 Comparison before and after standardization

表 1 参数信息

Table 1 Parameter information

参数类型

井眼参数

施工工艺

钻井液性质

地质情况

钻头参数

参数名称/缩写

深度/D；井径/d
钻速/ROP；钻压/WOB；转速/RPM；泵量/Q；扭矩/T；泵压/SPP；钻时/BT；泵时/PT；大钩载荷/WOH；钻井

液入口温度/TI；钻井液出口温度/TO；钻井液出口密度/MO；钻井液入口密度/MI
屈服值/YP；密度/MW；漏斗粘度/MV；塑性粘度/PV；3转读数/D3*；6转读数/D6*；10 s静切力/SS；10 min静

切力/SM；滤失量/FL；泥饼厚度/MT*；氯离子含量/CLC；钙离子含量/CAC*；含砂量/SA*；膨润土含量/
SOC；固相含量/SO；pH值/pH*；流型指数/N；稠度系数/K

地震速度/EV；孔隙压力/PP；破裂压力/FP；上覆压力/OP；岩性/TYP*

钻头内排磨损分级/WI*；钻头外排磨损分级/WO*；喷嘴等效直径/NS*；提速钻具使用/ST*；喷嘴数量/NN*

注：带*参数为离散型参数（本文将参数取值为点集的参数定义为离散型参数），其余为连续型参数
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式中：ρab——a、b变量之间的相关性；cov ( a，b )——

变量 a、b的协方差矩阵；σa、σb——变量 a，b各自的

标准差；ai、bi——变量 a、b数据集中第 i个变量值；

ā、b̄——变量 a、b平均值；n——变量 a、b的数据集

大小。

ρab的取值在区间［-1，1］上，取值为正时，表示

两个参数之间呈现正的相关性，反之则表示两个参

数呈负相关性，ρab的绝对值越靠近 1，说明 a、b之间

的相关性越高，越靠近 0，则说明两个变量之间的相

关性越低，计算表 1中钻速 ROP参数与除钻速之外

的所有其他参数之间的相关性，计算结果如图 3、图
4所示。

对计算结果进行统计，可按照皮尔逊相关性系

数将除钻速之外的其他参数与钻速的相关性分为高

相关性、中相关性和低相关性 3类［16］。

（1）高相关性参数：总共有 24种，占所有参数的

55.81%，该类参数与钻速的相关性系数计算结果的

绝对值均位于［0.6，0.81］区间内。

（2）中相关性参数：总共有 15种，占所有参数的

34.88%，该类参数与钻速的相关性系数计算结果的

绝对值均位于［0.1，0.6］区间内。

（3）低相关性参数：总共有 3种，占所有参数的

9.31%，该类参数与钻速的相关性系数计算结果的

绝对值均小于 0.1。
从相关性系数计算结果可以看到传统经验中如

岩性等参数的相关性系数取值较低，这是因为皮尔

逊相关性分析对线性相关的参数更为敏感，更容易

选出线性关系更明显的特征，因此传统钻速研究中

非线性相关的参数相关性系数值会相对较低。

3.2 方差过滤

在机器学习建模过程中，引入的参数相关性越

高，建立高精度机器学习预测模型所需要的参数数

量越少［17］。因此，使用方差过滤法选择少量的包含

更多信息量的参数，以提升模型的效率和精度。其

原理是对于离散型特征，对方差进行计算，然后按计

算结果保留贡献较大的特征。其操作步骤是先对离

散型特征参数进行方差计算，观察计算结果发现，特

征方差以岩性（TYP）为界呈明显的两级分布，因此

以TYP方差 2.6157为阈值，选择方差大于和等于阈

值的特征，方差计算结果如表 2所示。

3.3 互信息法

离散型特征选择结束之后，用互信息法从 30个
连续型参数中选出特征量相对较少且互信息估量较

高的参数组，互信息定义如式（4）所示，其估计量取

值区间位于［0，1］，其值越大，表明变量与标签之间

的相关性越大［18］。
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图 3 低、中相关性参数组

Fig.3 Low and medium correlation parameter groups
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图 4 高相关性参数组

Fig.4 High correlation parameter group
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I ( X ;Y )=∬ p ( x,y ) log p ( x,y )
p ( x ) p ( y )

dxdy （4）

式中：p ( x，y )——X 与 Y 的联合概率分布；p ( x )、

p ( y )——边缘概率分布。

操作步骤是先对 30个连续型特征进行离散化

处理，然后计算出每一个参数的互信息估计量并排

序，计算结果如表 3所示，最后利用前向搜索策略结

合模型后验法，即依次向模型输入特征，每输入一个

特征对模型进行一次评价，当模型性能提升时则选

择当前特征，当模型性能下降则过滤掉特征。前向

搜索过程如图 5所示，图中折线上三角点对应参数

为互信息法结合前向搜索策略选择特征参数，其余

点对应参数为被过滤参数。

3.4 融合特征选择算法步骤及评价

融合皮尔逊相关性分析法、方差过滤法和互信

息法进行特征选择，其操作步骤如图 6所示。

操作可分为 4步：

（1）对经清洗之后的数据进行皮尔逊相关性计

算，按照皮尔逊相关性原理将所有特征参数划分为

高相关性参数组、中相关性参数组和低相关性参数

组，然后选择与钻速具有高相关性的高相关性参数

组作为特征选择的融合算法的第一步选择；

（2）将所有特征参数中的离散类型参数按照方

差过滤法原理进行方差过滤，然后选择方差值高的

特征参数作为特征选择的融合算法的第二步选择；

（3）将所有特征参数中连续类型参数按照互信

息法计算原理进行互信息估计量计算并按互信息估

量值的大小进行排序，然后使用前向搜索策略结合

表 2 离散型参数方差

Table 2 Discrete parameter variance

参数

SA
MT
WO
ST
NN
WI

方差

0.0018
0.0082
0.1016
0.2255
0.2483
0.4627

参数

PH
TYP*

NS*

D3*

D6*

CAC*

方差

0.4942
2.6157
8.1302
9.1330
11.9211
173.0132

注：带*号特征为方差过滤法选择结果，其余为被过滤参数

表 3 互信息量估计量

Table 3 Mutual information estimator

参数

WOB*

T
BT
PT
SOC
d*

n*

SS
TI
TO*

互信息量

0.2540
0.2924
0.3107
0.3311
0.3552
0.4053
0.4471
0.4643
0.4881
0.5157

参数

SPP
SM
K*
EV
RPM*

MV
YP
PV*

WHO
FL*

互信息量

0.5371
0.5544
0.5585
0.5868
0.5934
0.6185
0.6198
0.6252
0.6269
0.6518

参数

CLC*

SO
MI*

MO
MW*

FP
Q
OP*

D
PP*

互信息量

0.6918
0.6966
0.7096
0.7146
0.7220
0.7269
0.7357
0.7382
0.7427
0.7563

注：带*特征参数为互信息法前向搜索策略特征选择结果，

其余参数为被过滤参数
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图 5 基于前向搜索的互信息特征筛选

Fig.5 Mutual information feature screening based on forward search
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图 6 特征选择过程示意

Fig.6 Schematic diagram of the feature selection process
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模型验证来进一步进行特征筛选。

（4）将通过相关性过滤结果的参数组分别与方

差过滤结果参数组和互信息过滤参数组结果分别取

交集，最后将 2个交集参数组取并集作为特征选择

的融合算法的最终选择结果，它们与钻速的相关性

系数、方差及互信息量如表 4所示。

在设计的融合特征选择算法中，利用皮尔逊相

关性系数方法和方差过滤方法能够有效去除数据中

的无关特征，使得模型的输入参数间会存在较大耦

合。因此进行的第三步操作：将互信息法与前向搜

索策略结合能够有效剔除部分相互耦合的特征。

4 基于融合特征选择结果的GBDT钻速预测模型

4.1 GBDT算法模型介绍

GBDT算法属于集成学习算法的一种，它融合

了装袋法（Bagging）与提升法（Boosting）的思想，由

Firedman在 2001年提出，既可用来解决分类问题，

也可用来解决回归问题［19］。GBDT算法由多个基

学习器 f ( x )、残差构成的损失函数 L ( x，y )以及加

法集成策略 H ( x )构成，其原理如图 7所示，为方便

展示，图中用虚线框表示多个基学习器及其预测

结果。

GBDT算法的基学习器由决策树组成，单棵决

策树的结构越复杂，GBDT算法的整体复杂度也会

更高，使得计算缓慢且易过拟合。

f0 ( x )= arg min
α
∑
i= 1

m

L ( yi,α ) （5）

式中：L——损失函数用来度量预测值与真实值之

间的误差；m——样本个数；arg min
α

——损失函数取

得最小值时，计算 α取值；f0——基学习器。

选择平方误差（squared_error）作为 GBDT算法

的损失函数，因为此函数一阶导数连续，易于被优

化，是一个鲁棒的损失函数，式（6）为其计算表达式：

L [ yi,f ( xi ) ]=
1
2∑[ yi- f ( xi ) ]2 （6）

式中：L [ yi，f ( xi ) ]——损失函数；yi、f ( xi )——分别

为每个样本（xi，yi )的真实值和拟合值。
在此基础上，将损失值的负梯度作为残差估计

值，利用梯度提升技术对残差进行拟合：

Rik=-
∂L [ yi,f ( xi ) ]
∂f ( xi )

= yi- f ( xi ) （7）

式中：Rik——残差估计值；k——第 k（k=1，2，……

K）次迭代。

GBDT算法对基学习器进行集成时遵循的原

则是依据上一个基学习器 fk- 1 ( x )的结果，计算损失

函数 L ( yi，f ( xi ) )，并使用损失函数自适应的影响下

一个基学习器 fk ( x )的构建，集成模型的输出结果。

其操作步骤是先确定每个叶节点区域对应损失函数

最小化的最佳拟合值 εik，然后更新学习器 fk ( x )，最
终构建GBDT模型如式（8）所示［19］。
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εik= arg min
α
∑
xi∈ Cik

[ yi- fk- 1 ( xi )- ε ]2

fk ( x )= fk- 1 ( x )+∑
i

I

εik η

H ( x )= f0 ( x )+∑
k= 1

K

∑
i= 1

I

εik η

（8）

式中：η——学习率；Cik（i=1，2，……I）——得到的
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图 7 GBDT算法原理示意

Fig.7 Schematic diagram of GBDT algorithm principle

表 4 融合特征选择算法特征选择结果

Table 4 Feature selection results with fusion
feature selection algorithm

参数类型

连续型参数

离散型参数

参数

PP
OP
MW
MI
FL
PV
K
TO
d
NS

相关性系数

0.76
0.81
0.75
0.74
0.75
0.70
0.70
0.74
0.65
0.65

互信息量

0.7563
0.7382
0.7220
0.7096
0.6518
0.6252
0.5585
0.5157
0.4053

方差

8.1302
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第 k棵树的叶节点区域；εik——每个叶子点区域确

定使对应损失函数最小化的最佳拟合值；H ( x )——

GBDT模型最终拟合结果。

4.2 模型设计

导入经融合特征选择算法所确定的特征参数进

行机器学习建模，采用 10折交叉验证法降低模型过

拟合风险，使用决定系数（R2）、均方根误差（RMSE）
和相对误差（MAPE）等指标对模型进行评估，部分

数据展示如表 5所示。

4.2.1 10折交叉验证

将数据集等比例划分成 10份，以其中的一份作

为测试数据，其余 9份作为训练数据，每次试验选取

不同的测试集，剩下的作为训练集，重复进行 10次
试验，最后把 10次测试集得分平均作为最终得分，

其原理如图 8所示［20］。

4.2.2 模型评估

4.2.2.1 决定系数（R2）
决定系数是指回归直线对观测值的拟合程度，

R2越接近 1，表明拟合程度越好［20］。其计算式为：

R2 = 1-[ ∑
i= 1

n

( yi- ŷ i )2 /∑
i= 1

n

( yi- ȳ )2 ] （9）

式中：yi——真实值；ȳ——真实平均值；ŷ i——预

测值。

4.2.2.2 均方根误差（RMSE）和相对误差（MAPE）
均方根误差是预测值与真实值偏差的平方和的

均值的平方根，其计算式如式（10）所示；相对误差是

指误差与真实值的百分比，其计算式如式（11）所示，

它能够表示预测值的可信程度［20］。二者均能表示

预测值与真实值的偏离程度，其取值越接近于 0，表
示模型的性能越好，预测精度越高。

RMSE= 1
n∑i= 1

n

( yi- ŷ i )2 （10）

MAPE=(1/n ) ∑
i= 1

n

| yi- ŷ i
yi

| × 100% （11）

10次试验的评分如表 6所示，R2最高能达到

0.88的预测精度，平均达到 0.85的精度。从误差的

角度来看，平均均方根误差为 4.57，平均相对误差为

16%，表明模型预测精度较好，预测偏差较小，能够

在一定程度上对机械钻速进行准确预测。

表 5 模型输入部分数据

Table 5 Some model input data

PP
0.999532
0.999532
0.999532
0.999532
0.999532

OP
2.032095
2.03227
2.032445
2.03262
2.032795

MW
1.06
1.06
1.06
1.06
1.06

MI
1.05
1.05
1.05
1.05
1.05

FL
7.8
7.8
7.8
7.8
7.8

PV
9
9
9
9
9

k
0.1
0.1
0.1
0.1
0.1

TO
37
37
37.1
37
37

d
17.5
17.5
17.5
17.5
17.5

NS
45.25
45.25
45.25
45.25
45.25

ROP
46.03
49.53
50.3
43.73
32.6

表 6 GBDT模型下 10折交叉验证试验 R2

Table 6 10‑fold cross‑validation test R2 under GBDT model

次数

R2

RMSE

MAPE/%

1
0.82
4.75
18

2
0.88
4.13
12

3
0.88
3.69
15

4
0.85
4.78
16

5
0.82
5.22
17

6
0.87
4.29
16

7
0.88
3.95
13

8
0.82
4.82
18

9
0.78
5.74
18

10
0.85
4.29
14

平均值

0.85
4.57
16
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图 8 10折交叉验证原理示意

Fig.8 Schematic diagram of the 10‑fold
cross‑validation principle
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为了展示预测结果与真实值的拟合关系，提取

出 10次测试集的预测值绘制回归直线拟合关系图，

如图 9所示。此时 R2为 0.85，RMSE和MAPE分别

为 4.57和 16%，可以观察到所有的数据都分布在拟

合线的周围，表明模型有不错的预测精度。

取 10折交叉验证时划分为 10部分数据中的第

1部分和第 2部分测试集的预测值和真实值对比，绘

制 GBDT模型预测值和真实值的关系图（图 10），可

以看到钻速预测值与真实值吻合，同样表明模型的

拟合效果较好。

4.3 对比试验

为验证融合特征选择算法在预测性能上的优势

以及 GBDT模型相较于传统机器学习算法模型的

优势，建立全特征 GBDT模型，并与特征选择结果

的常用机器学习算法模型进行对比试验。

4.3.1 全特征模型

选择所有特征，使用 10折交叉验证法，建立

GBDT模型，通过比较模型在测试集上的各评估指

标，发现使用全部特征作为模型输入时，模型在测试

集上的泛化能力 R2得分为 0.83，RMSE和MAPE得

分分别为 4.81和 19%，融合特征选择结果建模与之

相比，R2提升了 2%，而 RMSE和 MAPE分别降低

了 0.24和 3%，如表 7所示。图 11为每个测试集的 3
个模型评估指标得分，可见经过特征选择得分均优

于由全部特征所建立的模型，表明融合特征选择算

法能为提高模型精度做出贡献。

4.3.2 传统机器学习模型

选择适用于高维特征计算的支持向量回归、人

工神经网络中具有代表性的 BP神经网络回归、适

用于处理线性关系的线性回归以及树模型的基础决

策树回归算法结合 10折交叉验证进行对比试验，各

模型平均得分如表 8所示，与 GBDT模型相比，GB⁃
DT模型的 R2分别比支持向量回归、BP神经网络回

归、线性回归和决策树回归高 22%、18%、16%和

表 7 模型评估指标

Table 7 Model evaluation metrics

对比类型

特征选择

全部特征

R2

0.85
0.83

RMSE
4.57
4.81

MAPE/%
16
19
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图 9 GBDT预测真实值拟合关系

Fig.9 Fitting relationship between GBDT
predictions and true values
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图 10 钻速预测值与真实值对比

Fig.10 Comparison between the predicted ROP
and the actual ROP
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图 11 全特征模型与特征选择模型测试集得分对比

Fig.11 Comparison of test set scores between the full feature model and the feature selection model
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7%，RMSE 分 别 低 了 2.44、2.01、1.92 和 0.85，
MAPE分别低了 17%、14%、13%和 1%。

10个测试集各模型评估指标对比如图 12所示。

试验结果表明，与常用机器学习算法相比，GBDT
算法模型的 R2均高于常用算法模型且 RMSE和

MAPE 均低于常用算法模型，说明在此井眼中，

GBDT模型对机械钻速的拟合效果更好，在测试集

上具有更好的泛化性能。

5 结论

准确的机械钻速预测是提高钻进效率、降低钻

井成本的重要手段。本文以南海某井眼钻井数据为

例，融合相关性分析、方差过滤、互信息法并结合前

向搜索策略进行特征选择，然后建立 GBDT模型对

机械钻速进行预测，主要结论如下：

（1）针对钻速预测机器学习建模之前特征的选

择，本文提出的融合特征选择算法能够准确地从大

量特征参数中选择出对模型贡献最大的参数，从而

降低特征空间的维度，与使用全部特征所建立的模

型相比，经过融合特征选择算法选择的特征参数所

建立的模型的精度优于使用全部特征所建模型的精

度，表明融合特征选择算法能够为机械钻速准确预

测选择出合适的参数，且该算法能够为智能钻井机

械钻速预测提供科学依据。

（2）本文所建立的梯度提升回归树模型在测试

集上能够达到 85%的精度，即表明模型有较好的泛

化性能，能够较好地拟合机械钻速，与常用的机器学

习算法相比，GBDT算法模型的决定系数 R2均高于

常用算法模型，且均方根误差 RMSE和相对误差

MAPE均低于常用算法模型，表明 GBDT模型预测

性能比传统机器学习模型更具优势，也说明 GBDT
模型在未知数据上具有更好的泛化能力。

（3）本文所融合的多种特征选择方法能够有效

剔除数据中的无关特征，但并不能解决参数间的耦

合问题，因此本文在融合的方法中结合了前向搜索

策略，能够在一定程度上减少参数间的耦合。不足

之处在于该算法侧重于对具有物理意义的参数进行

选择，因此并没有针对最终的特征选择结果进行特

征信息研究，将来的研究中可对此进一步优化。
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