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考虑时间序列的阶跃型滑坡位移预测
—以三峡库区墓坪滑坡为例
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摘要: 本文针对三峡库区呈现阶跃式变形特征的滑坡提出一种考虑时间序列的滑坡位移预测模型，该模型首先采用互补集合经

验模态分解方法（Complementary Ensemble Empirical Mode Decomposition, CEEMD）将滑坡的累计位移分解为趋势项和波动项，

然后采用回归模型拟合趋势项位移；基于滑坡变形特征与诱发因素的响应分析，采用长短时记忆神经网络（Long Short-Term

Memory, LSTM）模型进行波动项位移预测；最后将各分项预测位移叠加，实现滑坡累计位移的预测。以三峡库区阶跃型滑

坡——墓坪滑坡为例，本文采用 CEEMD-LSTM模型进行位移预测，并与卷积神经网络（Convolutional Neural Networks, CNN）、

随机森林（Random Forest, RF）和改进的粒子群优化-支持向量机  （Particle Swarm Optimization-Support Vector Machine, PSO-

SVM）等模型的预测结果进行对比分析。结果表明，与其他常见的机器学习与深度学习模型相比，考虑时序的 CEEMD-LSTM模

型的预测精度较高，且在阶跃点的预测优势较为突出。该模型可为实现三峡库区阶跃型滑坡位移实时预测预报提供理论依据和

数据支撑。
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Abstract: A  landslide  displacement  prediction  model  considering  time  series  analysis  is  proposed  for  the

landslides with step-like deformation in the China Three Gorges Reservoir area. The model first employs the

Complementary Ensemble Empirical  Mode Decomposition (CEEMD) method to decompose the cumulative

landslide displacement into trend and fluctuation components. A regression model is then used to fit the trend

displacement.  Based  on  the  response  analysis  between  landslide  deformation  characteristics  and  triggering

factors,  a  Long  Short-Term  Memory  (LSTM)  model  is  adopted  to  predict  the  fluctuation  displacement.

Finally,  the  predicted  displacements  of  each  component  are  superimposed  to  achieve  cumulative  landslide
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displacement  prediction.  In  this  paper,  the  CEEMD-LSTM model  is  applied  to  predict  the  displacement  of
Muping landslide in the Three Gorges Reservoir area. Taking the step-like the Muping landslide in the Three
Gorges  Reservoir  area  as  an  example,  this  study  applies  the  CEEMD-LSTM  model  for  displacement
prediction  and  conducts  a  comparative  analysis  with  the  prediction  results  of  other  models,  including
Convolutional Neural Networks (CNN); Random Forest (RF) and the improved Particle Swarm Optimization-
Support  Vector  Machine  (PSO-SVM)  models.  The  results  demonstrate  that  compared  to  other  common
machine  learning  and  deep  learning  models,  the  time  series-aware  CEEMD-LSTM  model  achieves  higher
prediction  accuracy  and  more  prominent  prediction  advantages  at  step  points.  This  model  could  provide
theoretical foundations and data support for real-time displacement prediction and early warning of a step-like
landslide in the Three Gorges Reservoir area.
Key   words:   step-like  landslide;  time  series;  Complementary  Ensemble  Empirical  Mode  Decomposition;
Long Short-Term Memory; the Muping landslide; the Three Gorges Reservoir area

受三峡水库大幅度蓄水、蓄水后库水位周期

性涨落、集中降雨等因素的影响，三峡库区大量老

滑坡复活并产生了大量新生滑坡、不稳定斜坡等

地质灾害，严重影响库区居民、公路和航道水运安

全（卢书强等, 2014）。客观真实地记录滑坡的变

形演化过程，了解掌握滑坡的现状以及开展滑坡

灾害的准确预测是应对滑坡威胁的有效手段。三

峡库区开展的“三峡库区滑坡监测数据资源平台

建设”项目对库区典型滑坡灾害开展周期性监测

预报与防治研究工作，并构建相应的预报预警平

台，进而为政府防灾、减灾决策提供及时、准确、

科学的手段和依据。提高监测数据处理效率，建

立科学的滑坡预报预警模型是目前亟待解决的问

题（高睿等, 2024）。
三峡库区的库水浮托力、水库水位骤降时产

生的动水压力，以及库水对滑面岩土体的长期软

化作用是导致水库滑坡的主要机制（李长冬等,
2020）。同时，在降雨集中季节，大量雨水冲刷滑

坡地表并渗入土体，导致抗剪强度下降，并在滑体

内部产生渗透力，从而使得滑坡稳定性减弱。因

此，三峡库区普遍发育具有阶跃式变形特征的滑

坡。针对这类滑坡，相关学者提出将滑坡位移时

间曲线分解为反映自身蠕变趋势项位移和响应外

界诱发因素波动项位移（徐峰等, 2011）。目前常

用的时间序列曲线分解方法包括移动平均法（周

浩等, 2024）、小波分析法（马社祥等, 2000）、经验

模态分解（Empirical  Model  Decomposition，简称

EMD）（Huang N E et al. 1998）、集合经验模态分

解 （ Ensemble  Empirical  Mode  Decomposition，简

称 EEMD）（Wu Z and Huang N E, 2009）和互补集

合经验模态分解方法（Complementary Ensemble Em-
pirical Mode  Decomposition,  简称 CEEMD）（Yeh
et al. 2010）等方法。其中，在进行时间序列分解

时，移动平均法可以有效地消除随机波动，显示出

长期趋势，但是预测效果过于依赖以往数据；小波

分析方法在局部特征提取及处理非平稳信号领域

展现出了显著的优越性，但是需要合理确定小波

基。相比之下，模态分解方法则可以更好地处理

非线性、非平稳的数据。

一般而言，对于典型阶跃式滑坡的时间-位移

曲线，利用各种分解算法得到的滑坡趋势项与时

间周期具有较好的线性关系。为了得到较好的拟

合结果，通常采用多项式等常规函数来对趋势项

进行拟合（邓冬梅等, 2017）；而波动项位移由于受

外界诱发因素控制，二者之间具有非常复杂的非

线性关系。随着非线性理论的兴起，机器学习、深

度学习等被广泛用于滑坡位移预测，并且取得了

较好的预测效果（Lian C et al. 2012; 张俊等, 2015;
Huang F M et al. 2016; 李麟玮等 ,  2018; Zhu X et
al. 2018）。为进一步提高滑坡预测精度，各种改

进的机器学习模型、考虑时间序列的长短时记忆

神经网络（Long Short-Term Memory, 简称 LSTM）

以及基于卷积神经网络（Convolutional Neural Net-
works, 简称 CNN）的深度学习模型也广泛应用于
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滑坡预测领域（姚琦等, 2017；Li C D et al. 2024）。

因此，本文选取互补集合经验模态分解方法

（CEEMD）将滑坡的位移分解为趋势项和波动项，

根据趋势项位移的分布特征选取反向传播神经网

络（Back Propagation Neural Networks，简称 BPNN）

拟合趋势项位移；根据波动项位移的非线性特征

选取 LSTM模型预测波动项位移，并与随机森林

（Random Forest，简称 RF）、改进的粒子群优化-支

持向量机模型（Particle  Swarm Optimization-Sup-

port Vector Machine, 简称 PSO-SVM）等机器学习

模型以及基于 CNN的深度学习模型预测出来的

波动项位移值进行对比。最后趋势项位移预测值

和波动项位移预测值叠加即可得到累计位移预测

值，实现滑坡位移预测。 

1 方法介绍
 

1.1 滑坡位移分解

三峡库区部分滑坡在降雨和库水联合作用影

响下，表现出明显的阶跃式变形特征（Long J J et

al. 2022）。基于诱发因素的滑坡预测模型认为滑

坡累计位移总量包括趋势项位移、波动项位移和

随机项位移。可以表示为:

At = Tt +Pt +Rt （1）

At t Tt

Pt

Rt

式中， 为 时刻的滑坡累计位移值； 表示趋势

项位移，其受库岸滑坡的固有条件控制，反映位移

的总体演化趋势； 表示波动项位移，其受外部诱

发因素控制，表现为周期性的波动； 表示随机项

位移，通常反映地震等随机因素的影响，受噪声控

制。在实际预测工作中一般不考虑由噪声所引起

的误差项，即认为滑坡位移由波动项和趋势项组

成（柳青和易武, 2019）。公式（1）可简化为：

At = Tt +Pt （2） 

1.2 互补集合经验模态分解方法

对于原始非平稳非线性时间序列，Huang N E

et al.（1998）提出采用经验模态分解（EMD）信号处

理方法进行分解，得到各个具有物理意义的本征

模函数（Intrinsic Model Function，简称 IMF）。IMF

分量代表着不同频率和不同尺度的信号。随着分

解的进行，相应的 IMF的频率变小，周期增大。

各个 IMF分量为原始时间序列的一组完全展开

的正交基，并且各个分量之和可以近似代替原始

的时间序列。然而，实际监测数据因监测仪器或

偶然因素等，导致 IMF中存在误差，削弱了各个

IMF分量的规律性。因此，Wu Z and Huang N E

（2009）提出考虑了噪声影响的集合经验模态分解

（EEMD）算法，通过对原始时间序列加入随机白

噪声的方式以减少随机误差的影响。针对 EEMD

方法中存在的残余辅助噪声问题，Yeh et al.（2010）

利用误差互补的思想提出了互补集合经验模态分

解（CEEMD）算法，即通过在集合经验模态分解

（EEMD）算法分解的基础上加入正负相反的随机

白噪声的方式，对时间序列进行分解（甘柳燕等,

2024），该算法的分解步骤如下（如图 1所示）：

（1）向原始时间序列中添加相反随机白噪声，

则有： {
si
+(t) = s(t)+w(i)(t)

si
−(t) = s(t)−w(i)(t)

（3）

s(t)

t = 1,2,3, ....,L w(i)(t)

i = 1,2,3, ...,N

β β

其中， 为滑坡在时间 t 下的累计位移量；t 为时

间（ ）； 为服从正态分布的随机

白噪声（ ），N 为添加噪声的次数，

为标准差。一般而言，N取 100~200； 取 0.2。

（ 2）利用经验模态分解 （EMD）算法进行

分解。

si
+(t) si

−(t)

n1(t)

a、分别计算 和 上下包络线的均值

，满足 EMD分解条件后，得到 IMF的第一个

分量：

IMFs1
+(t) = si

+(t)−n1(t) （4）

IMFs1
−(t) = si

−(t)−n1(t) （5）

r1b、计算残余分量 ：

r1
+(t) = si

+(t)− IMFs1
+(t) （6）

r1
−(t) = si

−(t)− IMFs1
−(t) （7）

si
+(t) si

−(t)c、重复步骤 a和 b，得到 和 的一系

列 IMF分量和残余分量。

si
+(t) si

−(t)（3）对 和 得到的两组分量分别求平

均值，即可得到最终的 IMFs分量和残余分量。原

始累计位移可表示为：

s(t) =
n∑

i=1

IMFsi(t)+r(t) （8）

因此，互补集合经验模态分解（CEEMD）算法
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分解的滑坡位移分量主要由一个低频分量和多个

高频分量两部分组成。其中，低频分量为滑坡位

移的趋势项，高频分量之和为滑坡位移的波动项。 

1.3 长短时记忆神经网络算法

LSTM算法是循环神经网络（Recurrent Neu-

ral Network，简称 RNN）中的一种。由于其出色的

性能表现，LSTM网络已经被广泛应用于考虑时

间序列的滑坡预测等领域（Yang B B et al. 2019）。

相比于传统的 RNN，LSTM通过引入输入门、遗

忘门和输出门等记忆单元（如图 2所示），能够很

好地处理时间序列数据的长程依赖关系，从而有

效地解决了梯度消失和梯度爆炸问题（Hochreiter

and Schmidhuber. 1997）。其中，输入门用来决定

当前时刻网络的输入数据有多少需要保存到单元

状态；遗忘门用来决定上一时刻的单元状态有多

少需要保留到当前时刻；输出门用来控制当前单

元状态有多少需要输出到当前的输出值。LSTM

记忆细胞的运算流程（杨背背等, 2018）如图 2所示：

ht−1

xt ft

（a）从上一时刻输出的 和当前时刻的输入

，通过遗忘门得到 ，过程如下：

ft = σ
[
W f · (ht−1, xt)+b f

]
（9）

ft W f其中， 为 Sigmoid层的输出标量， 是当前神经

b f σ元的权重参数， 为偏置参数， 为 sigmoid激活

函数。区间为 [0,1]，即输出值越接近 1的信息将

被保留，而输出值越接近 0的信息将被遗忘。

ht−1

xt it

C̃t

（b）从上一时刻输出的 和当前时刻的输入

，通过输入门得到 以及通过状态单元得到当前

时刻临时状态 ，过程如下：

it = σ [Wi · (ht−1, xt)+bi] （10）

C̃t = tanh[WC · (ht−1, xt)+bC] （11）

it

C̃t
tanh

其中， 为 Sigmoid层的输出标量，表示输入门的

更新程度， 用以控制输入的数据。 为激活

函数。

 

原始信号s(t)

加入相反随机的白噪声W(i)(t)

s1
+(t)=s(t)+w(1)(t)

s1
−(t)=s(t)−w(1)(t)

EMD分解

2

IMFs1
++IMFs1

−

IMFs1=

IMFs1
+

IMFs1
−

IMFs
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+
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−
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图 1   互补集合经验模态分解（CEEMD）方法计算流程

Fig. 1   The process of Complementary Ensemble Empirical Mode Decomposition (CEEMD) algorithm

 

σ σ tanh σ 

tanh
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LSTM记忆单元
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it

Ct
~ o

t

(a) (b)

(c)

(d)

C
t−1

H
t−1

图 2   长短时记忆神经网络（LSTM）记忆单元

Fig. 2   The memory cell of Long Short-term

Memory (LSTM) algorithm
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Ct−1

ft it

C̃t

Ct

（c）从上一个细胞结构的单元状态 、遗忘

门的输出 、输入门的输出 以及通过状态单元得

到的当前时刻临时状态 ，得到当前时刻的单元

状态 ，过程如下：

Ct = ft·Ct−1+ it·C̃t （12）

ht−1

xt ot

Ct ht

（d）从上一时刻输出的 和当前时刻的输入

，通过输出门得到 ，然后结合当前细胞结构的

单元状态 ，得到最终的 ，过程如下：

ot = σ [Wo · (ht−1, xt)+bo] （13）

ht = ot · tanh(Ct) （14）

ot其中， 为 sigmoid层的输出标量。 

1.4 精度评价方法

R2 是统计学中用于评估回归模型拟合优度的

一个指标，R2 的值越接近 1，表示回归模型拟合得

越好，自变量对因变量的解释能力越强。

R2 =
S S R
S S T

（15）

其中，SSR 表示回归平方和，SST 表示总平方和。

均方根误差（RMSE）、平均绝对误差（MAE）

和平均偏差误差（MBE）通常用来评价模型的整体

预测精度。这些指标可以表示为：

RMS E =

√
1
n

n∑
t=0

(Ŷt −Yt)
2

（16）

MAE =
1
n

n∑
t=0

∣∣∣∣Ŷt −Yt

∣∣∣∣ （17）

MBE =
1
n

n∑
t=0

(
Ŷt −Yt

)
（18）

Yt Ŷt
其中， 表示位移实际值， 表示位移预测值。

RMSE 用于测量实际值和预测值之间的偏差；

MAE 用于测量平均总体预测误差；MBE 是衡量预

测值与实际值之间误差平均值的一种统计量。一

般而言，RMSE 和 MAE 值越大，表示误差越大。

当预测值普遍高于实际值，MBE 为正；反之，如果

预测值普遍低于实际值，MBE 为负，MBE 的值越

接近 0则表示预测值与实际值越一致。 

2 案例分析
 

2.1 墓坪滑坡工程地质概况

本文选取三峡库区墓坪滑坡为研究对象。墓

坪滑坡（图 3a）位于香溪河左岸斜坡中下部，行政

区划隶属于湖北省兴山县峡口镇白鹤村 4组，

S312省道从滑坡后缘穿过，交通条件较好。墓坪

滑坡主滑方向为 270°，滑坡前缘为香溪河，高程

135 m；后缘以省道 S312为界，高程 213 m，前后

缘相对高差达 78 m。墓坪滑坡平面上呈舌形，纵

剖面上为凹形，滑体纵长 205 m，宽 160 m，面积

3.28×104 m2，滑体平均厚 8 m，总体积约为 26.24×
104 m3，为中型土质滑坡。滑坡位于秭归向斜的北

侧，如图 3b所示为墓坪滑坡剖面图，滑坡岩性为

侏罗系中下统聂家山组（J1-2n）中厚-厚层状砂岩、

粉砂岩和粉砂质泥岩互层，岩性较坚硬，力学强度

较高，地层产状 270°∠45°。上覆第四系残坡积堆

积物（Qel+dl）碎石土，黄褐色，结构松散-稍密，据推

测厚约 6-10 m，上下薄，中间厚，土石比 3∶7～
4∶6，碎石成分以砂岩、泥质粉砂岩为主（高晨曦

等, 2024）。 

2.2 墓坪滑坡监测数据分析

墓坪滑坡为三峡库区后续地质灾害防治群测

群防监测点。2021年 4月，为进一步监测墓坪滑

坡变形趋势，在滑坡体上共布设了 3台全自动

GNSS地表位移监测点，其编号分别为 GN01、
GN02、GN03，数据采集频次为每小时 1次；滑坡

体外稳定的山体布设 1个 GNSS基准点（编号

JZ1），共同构成墓坪滑坡 GNSS监测网（如图 3a
所示）。如图 4所示为 GN01监测点地表累积位

移日监测值、库水位与日降雨量关系图。从中可

以看出，测点 GN01的地表位移变形量较大，截

止到 2024年 7月 29日，GN01的累积位移达到

3 563.304 mm，且呈现出阶跃变形特征（如表 1
所示）。

a.  2021年 5月 7日至 5月 22日库水位由

158.54 m下降至 151.21  m，平均下降速率达到

0.39 m/d。2021年 5月 11日至 5月 17日出现连

续 7日降雨，累积降雨量达到 45.8 mm，5月 15日

单日降雨量达到最大，为 18.9 mm。累积位移在

5月 10日到 5月 22日之间增大，达到 277.8 mm。

结合现场调查和监测数据分析发现，滑坡右后部

位置自 2021年 5月开始出现明显拉张裂缝，并不

断扩大（如图 5所示）。
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b.  2021年 6月 2日至 6月 27日库水位由

149.5 m下降至 146.39 m，平均下降速率达到 0.12

m/d。2021年 6月 9日至 6月 19日累积降雨量

达到 57.3 mm，6月 19日单日降雨量达到最大，

为 21.8 mm。累积位移在 6月 4日到 6月 23日

增大，达到 248.6 mm。

c.  2021年 8月 9日至 8月 31日库水位由

146.17 m上升至 157.14 m，平均上升速率达到 0.5
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图 3   墓坪滑坡监测点布置图（a）和 1-1’剖面图（b）

Fig. 3   The layout of monitoring points (a) and 1-1’ cross section (b) of Muping landslide
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图 4   地表累积位移-日库水位-日降雨量关系曲线

Fig. 4   The relationship curve of accumulative displacement-daily reservoir water level-daily rainfall

 

表 1    墓坪滑坡不同阶跃变形阶段的位移、降雨、库水位指标统计表

Table 1   Statistical table of displacement, rainfall, and reservoir water level indicators at the step-like

deformation stage of the Muping landslide monitoring points
 

编号
起始时间
（年/月/日）

结束时间
（年/月/日）

位移增量
（mm）

累积降雨
（mm）

日最大降雨
（mm）

运行库水位
（m）

库水位平均
变化速率（m/d）

a 2021/5/10 2021/5/22 277.8 46.7 18.9 157.76~152.35 −0.42
b 2021/6/4 2021/6/23 248.6 57.3 21.8 148.77~146.57 −0.11
c 2021/8/9 2021/8/31 198.5 154 41.6 146.17~157.14 0.5
d 2022/3/20 2022/3/29 256.6 84.8 45.1 165.28~165.39 0.11
e 2022/5/15 2022/6/3 520.9 22.9 8.5 164.04~147.41 −0.83

 

图 5   墓坪滑坡中后缘裂缝变形

Fig. 5   Deformation of the rear tensile cracks in

the Muping landslide
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m/d。2021年 8月 9日至 8月 27日累积降雨量

达到 154 mm，8月 26日单日降雨量达到最大，为

41.6 mm。累积位移在 8月 9日至 8月 25日持续

增加、 8月 26日到 8月 31日之间增大 ，达到

198.5 mm。

d.  2022年 3月 20日至 3月 29日库水位由

165.2  8m下降至 165.39  m，平均下降速率达到

0.11 m/d。2022年 3月 20日至 3月 25日累积降

雨量达到 84.6 mm，3月 20日单日降雨量达到最

大，为 45.1 mm。而累积位移在 3月 20日到 3月

29日之间增大，达到 256.6 mm。

e. 2022年 5月 18日至 5月 28日累积降雨量

达到 22.3 mm，5月 25日单日降雨量达到最大，

为 8.5 mm。而累积位移在 5月 15日到 6月 3日

之间急剧增大，达到 520.9 mm。

然而在 2023年 6月至 9月，滑坡并未出现明

显变形 ，尤其在 2023年 9月 23日和 2023年

6月 16日，当日降雨量分别达到了 102.87 mm和

65.63 mm，但是其累计位移较前一日仅增加了

0.138 mm和−6.625 mm。初步分析其原因可能是

2023年汛期库水位变动较为平缓，并未出现大幅

波动。因此，测点 GN01变形主要发生在连续降

雨与库水位快速下降期间。故降雨和库水位下降

联合作用是导致墓坪滑坡变形的主要诱发因素。 

3 结果与讨论
 

3.1 墓坪滑坡位移分解

基于墓坪滑坡的变形特征，本文主要选取墓

坪滑坡 GN01的地表累计位移日监测数据进行研

究。首先对数据进行预处理，然后采用 CEEMD

将墓坪滑坡 GP01监测点从 2021年 5月 1日至

2024年 7月 29日的 GNSS累计位移值分解为

4个高频 IMF分量和一个低频残余分量（RES）

（如图 6所示）。将 RES分量作为趋势项，剩余

IMF分量累加作为波动项。 

3.2 波动项位移预测

三峡库区滑坡的稳定性受库水位波动和降雨

影响较大，因此库水位和月降雨量等指标被用作

波动项位移预测的诱发因素。本文选取 2021年

5月 1日至 2022年 8月 1日诱发因素及波动项

位移数据为模型训练集 ， 2022年 8月 2日至

2024年 7月 29日的诱发因素及波动项位移数据

为模型测试集，根据波动项位移的非线性特征选

取考虑时间序列的 LSTM模型预测波动项位移。

将位移预测结果与 RF模型、改进的 PSO-SVM

等机器学习模型以及基于 CNN的深度学习模型

预测的波动项位移值进行对比。如图 7和表 2所

示为基于以上不同模型得到的波动项位移预测结

果对比及精度对比。从图中可以看出，LSTM模

型的预测结果更接近实际情况，RMSE为 2.139，

MAE为 1.056，MBE为 0.162，相比于常见的机器
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图 6   基于互补集合经验模态分解（CEEMD）方法的

墓坪滑坡位移量分解结果

Fig. 6   The decomposition results of Muping landslide

cumulation displacement based on CEEMD

 

表 2   墓坪滑坡波动项位移预测精度对比

Table 2   The precision comparison of periodic

displacement prediction for Muping landslide
 

评价指标
预测模型

LSTM模型 CNN模型 RF模型 PSO-SVM模型

RMSE 2.139 6.163 2.514 4.241
MAE 1.056 3.254 1.474 1.592
MBE 0.162 −1.386 −0.231 −0.281
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学习（如 RF和 PSO-SVM）和深度学习（如 CNN）

模型，LSTM模型表现最好，预测精度最高。 

3.3 趋势项位移预测

如图 6所示，趋势项表现出平滑递增的趋势，
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图 7   墓坪滑坡波动项位移预测结果对比

Fig. 7   The comparison of periodic displacement prediction result for Muping landslide
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与时间序列表现为非线性相关，趋势项变形曲线

与 tansig函数曲线相似。因此，本文选取 2021年

5月 1日至 2022年 8月 1日的趋势项位移数据

为模型训练集，2022年 8月 2日至 2024年 7月

29日的趋势项位移数据为模型测试集，采用反向

R2 R2

传播神经网络（Back Propagation Neural Network，

BPNN）来拟合趋势项位移（刘艺梁等, 2013）。如

图 8a为趋势项位移的预测结果，计算可得训练集

的拟合优度 为 0.998 9，测试集的拟合优度 为

0.997 7，趋势项位移预测数据集的 RMSE为 9.79。
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图 8   墓坪滑坡位移预测结果

Fig. 8   Prediction result of the displacement of Muping landslide

a. 趋势项位移预测结果；b. 波动项位移预测结果；c. 累计位移预测结果及绝对误差
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结果表明，该模型在给定的数据集上能较好地描

述或预测数据的特征和趋势。 

3.4 累计位移预测

根据时间序列分解原理，将各分项位移预测

值叠加，即可得到滑坡累积位移预测值（Zhou C et

al. 2018），如图 8b所示为基于 LSTM的波动项位

移预测结果，图 8c为趋势项位移预测结果与波动

项位移预测结果累加得到的墓坪滑坡位移预测结

果。结果表明：滑坡累积位移预测值与实测值基

本一致，RMSE为 9.367；MAE为 4.858；MBE为

0.671，总体预测精度较高且能较好地预测出滑坡

位移的阶跃型变化。累积位移预测值的误差最大

点第一次出现在 2021年 5月 2日，此时的误差主

要受趋势项预测误差的影响，后面两次分别出现

在 2022年 5月 20日和 2024年 7月 28日，此时

的误差主要受波动项位移预测误差的影响，且均

出现在滑坡位移发生跃迁处。

另 外 ， 2024年 5月 ， 三 峡 库 区 库 水 位 从

158.45 m快速下降至 148.36  m，且 2024年 5月

19日至 20日兴山县连续降雨，单日累积降雨量

分别为 41.5 mm、23.9 mm，布设于兴山县峡口镇

白鹤村墓坪滑坡右侧中后部的 GP01，分别于

2024年 5月 20日 22时、2024年 5月 21日 22时

发出 2条蓝色预警。分析监测数据可知，2024年

5月 21日监测位移较前一日增加 32.883 mm，基

于时序的滑坡位移预测方法得到的 2024年 5月

21日监测位移则较前一日增加 34.882 mm，误差

小于 2 mm，结果表明本文提出的方法在滑坡位移

预测中表现良好，且对阶跃点的预测精度相对较

高。因此，本文提出的 CEEMD-LSTM预测模型

可为实现滑坡准确预测预报提供理论依据和数据

支撑。 

4 结论与展望

针对三峡库区阶跃型滑坡，本文以墓坪滑坡

为研究对象，提出了一种基于时间序列的 CEEMD-

LSTM滑坡位移预测模型。

（1）墓坪滑坡主要发生在连续降雨与库水位

快速下降期间，因此降雨和库水位下降的联合作

用是其变形滑动的主要诱发因素。

（2）与当前通用的机器学习预测模型，如 RF

和 PSO-SVM，以及深度学习模型，如 CNN等相

比，本文提出的基于 CEEMD-LSTM的模型在阶

跃型滑坡位移预测中表现最好，预测值与实际值

相对一致，该模型可为三峡库区阶跃型滑坡位移

预测提供新的思路。

（3）尽管该模型在阶跃点的预测上表现出相

对较高的预测精度，但是滑坡累计位移两次误差

最大点均出现在跃迁处，说明该模型在阶跃点的

预测上仍可进一步改进，以提升精度。
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